
INOM EXAMENSARBETE TEKNIK,
GRUNDNIVÅ, 15 HP

,  STOCKHOLM SVERIGE 2020

Tillämpning av maskininlärning för 
att förbättra beställningssystemet 
för färskvaror i en matvarubutik
Using machine learning to improve the ordering 
system for perishable goods at a grocery store

KAJSA KINBERG

EWELYN STRANDBERG

KTH
SKOLAN FÖR INDUSTRIELL TEKNIK OCH MANAGEMENT



KAJSA KINBERG, EWELYN STRANDBERG, KANDIDATEXAMENSARBETE, KUNGLIGA TEKNISKA HÖGSKOLAN 2020 1
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Abstract—Today, the ordering system for many products in

grocery stores is commonly manual. At the same time, machine

learning is becoming more popular as a way for companies

to solve complex problems. This report aims to examine how

machine learning can be used to forecast the sale of goods in

the fruit and vegetable department of a grocery store. The study

has tested different linear regression models for tomatoes and

apples; Linear, Multiple Linear, Ridge, Lasso and Polynomial

Regression. Ten features that have an impact on sales are

tested in different combinations, such as weather, date and price

parameters. The performance of the models is evaluated by using

the measures Mean Absolute Error, Root Mean Square Error

and R
2
. For tomatoes, the best performing model was Ridge

Regression, and for apples Multiple Linear and Lasso Regression.

The sale for tomatoes generated a positive R
2

value, unlike for the

apples. Apples on the other hand showed lower errors for Mean

Absolute Error and Root Mean Square Error than tomatoes. The

regression models showed better results than the manual ordering

system, implying that it would be advantageous to implement

them as a forecasting method. From a business point of view, the

shift to an automated system possibly generates several positive

effects, such as more efficient use of resources and reduced waste.

The difficulties lie in factors that affect the sales but for which

there is no data for, as well as how the change would require

new knowledge to maintain the system.

Sammanfattning—Idag görs beställningar i många matvarubu-

tiker manuellt av personalen. Samtidigt blir maskininlärning en

allt vanligare metod för att automatisera och lösa komplexa pro-

blem för företag. Detta arbete undersöker hur maskininlärning

och regression kan appliceras för att prognostisera försäljningen

av varor på frukt- och gröntavdelningen i en matvarubutik.

Arbetet undersöker olika linjära regressionsmodellers prestation

för varorna kvisttomater och äpplen, för att sedan jämföra dessa

med dagens manuella beställningssystem. Modellerna som testats

är linjär, multipel linjär, Ridge, Lasso och polynomregression.

Modellerna testas med tio olika parametrar som påverkar

försäljningen, bland andra väder-, datum- och prisparametrar.

Prestationen för modellerna utvärderas med måtten Mean Ab-

solute Error, Root Mean Square Error och R
2
. De modeller

som presterade bäst var Ridge Regression för kvisttomater, och

multipel linjär samt Lasso Regression för äpplen. Försäljningen

av kvisttomater visade ett linjärt samband med parametrarna

och ett positivt R
2
-värde, till skillnad från äpplena. Äpplena

visade däremot lägre fel för Mean Absolute Error och Root Mean

Square Error än kvisttomaterna. Samtliga regressionsmodeller

visade ett bättre resultat än det manuella beställningssystemet.

Resultaten visar att det skulle vara fördelaktigt att implementera

maskininlärningsmodeller för att prognostisera beställningar.

Affärsmässigt förväntas ett skifte till ett automatiskt system

innebära flera positiva effekter, som färskare utbud, effektivare

resursanvändning och minskat svinn för en mer hållbar butik.

Svårigheterna kring en implementation ligger i de faktorer som

påverkar försäljningen men som det inte finns data på, samt hur

det sätter krav på nya kunskaper för att underhålla systemet.

Nyckelord—Regression, Maskininlärning, Prognostisering,

Kotters 8-stegsprocess, Organisationsförändring.

I. INTRODUKTION

D
agens samhälle blir idag allt mer digitaliserat, vilket har
stor påverkan både på privatpersoner och företag. Den

ökade digitaliseringen har möjliggjort en ökad användning av
maskininlärning, något som medför en viss omställning. Det
som tidigare hanterats manuellt och som varit tidskrävande
kan idag lösas digitalt på ett fåtal sekunder.

Ett exempel där maskininlärning används i det dagliga arbetet
är hos företaget mat.se. Där utnyttjas maskininlärning för
att prognostisera företagets försäljning. En uppgift som
tidigare hanterats manuellt och som varit väldigt komplex.
Att låta prognostiseringen skötas datadrivet har gjort det
möjligt för företaget att ta hänsyn till fler parametrar än vad
de kunde ta med i den manuella prognosen. Den mängd
data och parametrar som påverkar försäljningen är svår för
en människa att hantera, varför maskininlärning har varit
till stor nytta för företaget och precisionen i prognosen.
Modellen uppvisar dubbelt så hög precision som de tidigare
manuella prognoserna som använts, men kräver trots det viss
övervakning och uppföljning för att förbättras ännu mer.1

Maskininlärning är inte bara användbart vid prognostisering
utan används inom många olika områden. Det är bland annat
ett effektivt verktyg som används som underlag när beslut
ska tas. Inom produktion- och processflöden går det att med
hjälp av maskininlärning identifiera och förebygga flaskhalsar
och andra problem som kan hindra arbetets framfart. Det är
även ett effektivt verktyg för att filtrera och sammanställa
stora mängder data för att på så sätt ta fram det som är
mest relevant för sammanhanget.2 Maskininlärning används
dels för att effektivisera arbetet och för att hitta mönster i
data som den mänskliga hjärnan har svårt att urskilja. Med
maskininlärning går det också snabbt att anpassa sig till ny
data och information som modellen ställs inför, något som

1Axfood, “Mat.se förutspår framtiden med artificiell intel-
ligens”, 2018. Tillgänglig: https://www.axfood.se/media-och-
opinion/pressmeddelanden/2018/12/mat.se-forutspar-framtiden-med-
artificiell-intelligens/. Hämtad: 10 maj, 2020.

2CGI, “Tre konkreta användningsområden för maskininlärning”, 2020.
Tillgänglig: https://www.cgi.se/sv/tre-konkreta-anvandningsomraden-for-
maskininlarning. Hämtad: 10 maj, 2020.
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leder till att företag kan ta snabbare och mer korrekta beslut.

Digitaliseringen och den ökade användningen av maski-
ninlärning leder till en samhällsomställning. Arbetsuppgifter
förändras och ny kunskap blir aktuell inom företag för att
diversifiera sig på marknaden.

A. Uppdragsgivarens intresse
Det företag som arbetet kommer att utföras på är en matva-
rubutik norr om Stockholm, mer specifikt butikens frukt- och
gröntavdelning. Arbetet har inte genomförts i samarbete med
butiken, utan butiken har enbart bidragit med data och infor-
mation om verksamheten. I dagsläget genomförs beställningar
till butikens frukt- och gröntavdelning grundat på människans
intuition och kunskap. Underlaget till beställningarna är
beställarens känsla och i huvudsak vad som sålts under ti-
digare dagar. Det tas inte konsekvent hänsyn till paramet-
rar såsom väder, löning, tidigare försäljning och liknande.
Beställningsmetoden leder till stor osäkerhet och variation i
varuflödet till butiken och som i sin tur vid felbeställningar
leder till stort svinn eller missnöjda kunder. Förhoppningen
är att en beställningsmetod baserad på maskininlärning ska
minska risken för felbeställningar och således minska butikens
svinnkostnader samt uteblivna försäljning. En databaserad
beställningsmetod medför även att beställningen inte påverkas
av beställarens kunskap och erfarenhet. Utöver de direkta
effekterna av införandet av en maskininlärningsmodell kan det
förväntas flera följdeffekter, som ett färskare utbud och mer
hållbart arbetssätt, vilket bör vara önskvärt för butiken.

B. Mål och nyhetsvärde
Målet med arbetet är att med hjälp av maskininlärning utforma
en modell för försäljningsprognos för att med detta som
underlag förbättra och automatisera beställningsprocessen
och således möjliggöra mer precisa beställningar i en
matvarubutik. Ur den ekonomiska aspekten är målet att hitta
en balans där det går att lägga mer exakta beställningar för att
minska svinn, kostnader och effektivisera resursanvändning
samtidigt som butiken möter kundernas efterfrågan. Ett annat
mål som har en påverkan på den ekonomiska aspekten är
att butiken med hjälp av en modell för försäljningsprognos
sparar tid och personalresurser.

Detta arbete är av största relevans för speciellt ledningsgrupper
och beslutstagare verksamma inom dagligvaruhandeln. Att
vara med i den tekniska utvecklingen är ytterst nödvändigt
för att överleva i dagens allt mer digitaliserade värld.
Denna utveckling möjliggör tekniskt avancerade lösningar
för effektivisering och prognostisering, med exempelvis
maskininlärning. Dessutom bör arbetet vara av intresse för
personal som lägger beställningar i en matvarubutik, för att
inte behöva ta ansvaret själv att samla underlag till sina
beställningar manuellt.

Arbetet är inriktat och utfört på färskvaror i en fysisk mat-
varubutik, men möjligheten att anpassa och applicera samma
metod för andra varugrupper, avdelningar eller typer av butiker

är stora. Att få mer precisa beställningar och minska svinnet
samtidigt som resursåtgången för processen minimeras bör
vara av intresse för alla verksamheter. Att hitta en affärslösning
som är både miljömässigt, socialt och ekonomiskt hållbar är
av stor vikt för företag för att differentiera sig gentemot andra
företag.3

C. Samhälleliga och etiska aspekter
I dagens samhälle är hållbarhetsfrågor i stort fokus och alla
organisationer bör ta sitt ansvar till att bidra till en mer
hållbar planet. Inte minst med tanke på att hållbarhet blir en
allt mer viktig fråga för kunder i sina dagliga val. Det har
visat sig att konsumenter värdesätter att handla av företag
som aktivt arbetar med hållbarhet. Den enskilda butiken
har möjlighet att differentiera sig genom att ge kunderna
möjligheten att göra mer hållbara val. Studier visar även
att ett gediget hållbarhetsarbete leder till ökad lönsamhet på
lång sikt.3 Att arbeta fram en modern lösning som minskar
svinnet, sammansluter maskininlärning som ett möjligt bidrag
till det tolfte globala hållbarhetsmålet “Hållbar konsumtion
och produktion”.4

Att hantera data från butiken kan vara känsligt, då det skulle
kunna göra dem sårbara om datan hamnar i fel händer.
Den bedömning som däremot har gjorts är att den data som
används som underlag för modellerna inte är särskilt känslig
för butiken då den inte kan missbrukas för att såra dem. Den
innehåller inte heller någon information som kan komma att
påverka individen negativt.

En eventuell implementation av ett automatiskt system skulle
kunna tänkas leda till minskad sysselsättning eller krav på
nya kunskaper, vilket skulle kunna påverka individen nega-
tivt. Därför bör butiken vara beredd på sådana effekter och
förebygga dessa.

D. Frågeställning
För att kunna uppfylla de definierade målen för studien har
en vetenskaplig frågeställning formulerats.

Kan tillämpningen av en maskininlärningsmodell förbättra
prognosen för försäljning av färskvaror baserat på historisk
data från en matvarubutiks frukt- och gröntavdelning, för att
förbättra precisionen på varubeställningar?

E. Specificerad problemdefinition
Med förbättring så syftas det på om maskininlärningsmodellen
har bättre precision i sin beställning jämfört med vad den
mänskliga beställaren har. Frågeställningen medför att

3Svensk handel, “Konsumenterna kan påverka -
företagen har kraft att förändra”, 2016. Tillgänglig:
https://www.svenskhandel.se/globalassets/dokument/aktuellt-och-
opinion/rapporter-och-foldrar/hallbar-handel/hallbarhetsundersokning-
2016.pdf. Hämtad: 27 feb, 2020.

4Globala målen, “Mål 12: Hållbar konsumtion och produktion”,
2015. Tillgänglig: https://www.globalamalen.se/om-globala-malen/mal-12-
hallbar-konsumtion-och-produktion/. Hämtad: 26 feb, 2020.
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det krävs ett datatekniskt program som ska förutspå
försäljningskvantiteter genom att ta historisk data som indata.
Detta innebär att aspekter som påverkar försäljningen måste
vävas in, vilket är en utmaning. Att förutspå vilka parametrar
som påverkar och till vilken grad är en avgörande faktor
för arbetets resultat. En utmaning blir därför att identifiera
dessa parametrar och värdera dem. Det gäller även att
avgränsa arbetet på ett bra sätt för att trots dessa svårigheter
kunna komma fram till ett så bra resultat som möjligt inom
tidsplanen för arbetet.

En stor begränsning är de utomstående faktorerna som
kan komma att påverka resultatet men som det inte finns
existerande data på. Det är även en utmaning att exakt
veta vilka faktorer som ligger till grund för den data som
erhålls utav butiken, så som att det vid något tillfälle skett
några större avvikelser från den dagliga verksamheten som
har kommit att påverka datan eller liknande. Den data som
arbetet utgår från tar exempelvis inte med parametrar som
utebliven leverans eller om något särskilt har hänt i butiken
som påverkar försäljningen.

F. Avgränsningar
De avgränsningar som har tillämpats på arbetet är att
endast testa datamodellerna på två varor på frukt- och
gröntavdelningen. Arbetet är även begränsat till tio parametrar
som påverkar försäljningen och som det finns tillgänglig
data för. Detta för att arbetet inte ska bli för storskaligt.
Andra påverkande faktorer som är svåra att mäta och tolka
har valts att bortses ifrån. Vidare har inte heller försäljning
via butikens e-handel tagits med i den data som använts
som underlag. Detta till följd av att det troligtvis är andra
parametrar som påverkar försäljning via e-handel än de som
påverkar försäljningen i butik.

G. Förväntat vetenskapligt resultat
Arbetet behandlar det tekniska området maskininlärning
och hur det går att applicera detta för att digitalisera,
utveckla och förbättra delar av dagligvaruhandeln. Till följd
av de metoder som finns och den utveckling som skett
inom området på senare år är det en förväntad effektiv
metod för att kunna prognostisera försäljning på ett bättre
sätt jämfört med den manuella metod som används i dagsläget.

Den hypotes som kommer att testas är att en maski-
ninlärningsmodell kan åstadkomma en mer träffsäker prognos
på försäljning på frukt- och gröntavdelningen i en matvarubu-
tik, jämfört med en mänsklig butiksanställd beställare. Därmed
går det att med en maskininlärningsmodell förbättra preci-
sionen för varubeställningar på frukt- och gröntavdelningen.
Hypotesen prövas genom att först och främst ta fram den
modell som prognostiserar försäljningen utifrån historisk data
bäst. Detta genom att undersöka olika modeller och vilka
parametrar som modellen bör ta hänsyn till och till vil-
ken grad. Utvärdering genomförs sedan genom att jämföra
den bäst presterande modellens resultat med den manuella

beställningshistorikens precision. Hypotesen anses bevisad om
en av modellerna visar en mer träffsäker prognos än vad
människan åstadkommer.

II. BAKGRUND

A. Tidigare studier

En del tidigare studier har gjorts inom området för
prognostisering av försäljning av varor med hjälp av
maskininlärning. De tidigare studierna berör även olika
faktorer som påverkar butikers försäljning.

I ett examensarbete inom datateknik utfört vid Blekinge
Tekniska Högskola undersöktes vilken maskininlärningsmetod
som gav bäst resultat för att prognostisera försäljningen av
truckkomponenter. Resultaten för arbetet visade att Ridge
Regression presterade bäst för prognostiseringen i det
aktuella fallet. Analysen tar upp att en trolig anledning är
den normaliseringsmetod som används i Ridge Regression
för att vikta parametrar och förhindra overfitting. För
att utvärdera resultaten användes Mean Absolute Error
(MAE) och Root Mean Square Error (RMSE). De resultat
Ridge Regression-modellen gav, var ett medelvärde för MAE
på 0.058168 samt ett medelvärde för RMSE på 0.09367 [1][2].

I en tidigare C-uppsats skriven vid Högskolan i Halmstad
behandlas symbolisk konsumtion och det diskuteras kring
faktorer som påverkar konsumentens köpbeslutsprocess. Det
framgår i rapporten att det är kulturella, sociala, personliga
och psykologiska faktorer som leder till de beslut vi som
konsumenter tar. Det kulturella synsättet har stor inverkan
på hur företag väljer att marknadsföra sina produkter. Alltså
påverkar människors kulturella synsätt vilka varor som säljs i
butik och hur mycket som säljs. Konsumenters köpbeteende
påverkas även av deras sociala umgänge. För att få tillhöra en
specifik grupp bör konsumenten inte bara ta till sig de åsikter
som finns i gruppen, utan även anpassa sig och köpa rätt
typer av varor för att passa in. De personliga faktorerna berör
sådant som hur mycket tid, pengar och kunskap varje individ
har. Det omfattar även individens yrke, ålder och livsstil [3][4].

I ett tidigare projekt från Linköpings Universitet har vädrets
påverkan på försäljningen inom svensk dagligvaruhandel
undersökts. Resultaten visar att vissa artiklar i en matvarubutik
har större påverkan av vädret än andra. Det framgår
även att det är främst under senare delen av våren samt
under sommarperioden som vädret har störst inverkan på
försäljningen och vissa typer av varugrupper. Resultatet
visar att det finns en hög korrelation mellan försäljning
och avvikelse från medeltemperatur, men att ytterligare
väderparametrar inte ger en nämnvärt högre korrelation. I
enstaka fall ger nederbörd och soltimmar som extra parametrar
en högre korrelation. Modellerna som användes i projektet
var korrelations- och regressionsanalyser [5][6][7].

Ett ytterligare arbete inom samma område, gjort på Kungliga
Tekniska Högskolan, har undersökt vädrets påverkan på
konsumtionsvaror. Även i detta arbete har en regressionsanalys
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använts som metod. Testerna har gjorts på tre olika veckor
utspritt under året. RMSE har använts som mått för
att utvärdera modellerna, och det visar sig att felet för
prognosen blir mindre med väder som parameter än utan.
Testerna gjordes på olika produktgrupper. Exempelvis fick
fruktavdelningen ett RMSE på 57.0292, 72.7725 och 29.1726
under veckorna för modellen med vädret som parameter, i
jämförelse med 57.7696, 73.7587 och 33.8377 för modellen
utan väderparameter [8][9].

De tidigare studierna ligger till grund för vilka modeller och
parametrar som valts för att prognostisera försäljningen i detta
arbete, samt som en referens för att utvärdera och diskutera
arbetets resultat.

B. Faktorer som påverkar försäljning
Precis som nämnts i de tidigare studierna så finns det flertalet
faktorer som påverkar konsumenters köpbeteende. Faktorerna
kan delas upp i externa och interna. De externa aspekterna
utgörs av bland annat tillgång och överkomlighet. Med
tillgång så syftas det på om en vara finns tillgänglig att
köpa och med överkomlighet så har kundens inkomst en stor
inverkan. De interna faktorerna som påverkar konsumenters
köpbeteende omfattar konsumentens motivation, samt dess
egna preferenser och behov. Konsumenter påverkas mycket
av sin omgivning och en stor del av konsumerandet styrs av
vanor och impulser [10].

Hållbarhetsfrågor är något som konsumenter idag värderar allt
mer. Konsumenternas värderingar leder till att det ställs allt
högre krav på företagen de handlar av. För att företag ska bli
lönsamma och växa så gäller det att möta kundernas behov.
På senare tid har det visat sig att företag arbetar allt mer
proaktivt med strategiska hållbarhetsfrågor. Ett företag som
väljer att inte fokusera på hållbarhetsfrågor möter inte heller
kundernas krav. Detta kan således även speglas i företagets
försäljning.5

Ytterligare faktorer som kan komma att påverka försäljningen
i butiker är marknadsföringen. Butiker exponeras både i
reklamblad, på tv och även via utomhusreklam. De varor
som butiker fokuserar på att marknadsföra är också de varor
som är tänkt att locka fler kunder till butiken. Annonsering
behöver inte bara leda till ökad försäljning av de varor som
det annonseras om, utan det kan även komma att påverka
försäljningsvolymerna av övriga varor som säljs i butiken.

C. Regressionsmodeller
Maskininlärning handlar om att hitta mönster i stora mängder
data, och sedan med hjälp av olika algoritmer använda
denna data som indata för att lära maskiner att förutspå
hur data beter sig. Det finns olika typer av maskininlärning:

5Svensk handel, ”Konsumenterna kan påverka -
företagen har kraft att förändra”, 2016. Tillgänglig:
https://www.svenskhandel.se/globalassets/dokument/aktuellt-och-
opinion/rapporter-och-foldrar/hallbar-handel/hallbarhetsundersokning-
2016.pdf. Hämtad: 27 feb, 2020.

övervakad (supervised), oövervakad (unsupervised) och
förstärkt (reinforcement). Med övervakad maskininlärning
kan användaren berätta för maskinen vilka mönster den ska
leta efter, baserat på tidigare data som har tilldelats olika
särdrag (features) [11].

För att prognostisera försäljning är regressionsanalys en
återkommande lösning i tidigare arbeten. Regression är
en övervakad maskininlärningsmodell, och det finns olika
regressionsmodeller. Regressionsanalys används för att studera
samband mellan olika variabler [12].

En risk med dessa modeller är att de tränas till att bli för
bra för det specifika datasetet, men misslyckas med att
anpassa sig till testdata på ett bra sätt. Detta kallas overfitting.
Motsatsen är underfitting, vilket bland annat är ett resultat av
att dra felaktiga slutsatser kring hur datan bör bete sig och
därför tillämpar en felaktig metod [13].

Linjär regression är en regressionsmodell som tar in en enda
parameter för att prognostisera ett värde genom att anpas-
sa en linjär kurva efter observationsdata. Modellen anpas-
sar denna kurva på ett sådant sätt att residualsumman av
kvadraterna mellan observerade värden och prognostiserade
värden minimeras. Linjär regression är därför en tillämpning
av minstakvadratmetoden som en prognostiseringsmetod, där
feltermen räknas ut enligt (1). Modellen använder parametrar-
na träningsdata, testdata och en parameter för hur tränings-
och testdatan ska viktas. Multipel linjär Regression är linjär
regression med fler parametrar än en.
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I (1) är M antal datapunkter, p antal parametrar, y det sanna
värdet för datapunkten och summatermen inom parentesen är
det prognostiserade värdet från modellen.

Ridge Regression utgår från samma princip som linjär regres-
sion, men anpassar modellen genom att göra den mindre
känslig för avstickande värden i datan. Detta genom att vikta
värdena i felfunktionen efter parameterns storlek med L2-
normalisering. På detta sätt undviker modellen overfitting.
Viktningen sker genom att modellen adderar en penalty term
till felfunktionen, enligt (2). Denna modell tar även in flera
parametrar än bara en.

MX

i=1

0

@yi �
pX

j=0

wj ⇥ xij

1

A
2

+ �
pX

j=0

w2
j (2)

Den sista termen i (2) har adderats till felfunktionen. Lambda
är en konstant som styr hur stor den adderade termen blir,
och w är normaliseringstermen för varje parameter.

Lasso Regression liknar Ridge Regression, men med den
huvudsakliga skillnaden att Lasso använder en annan viktning
av koefficienternas storlek, kallad L1-normalisering. Här ser
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modellens penalty term annorlunda ut, och viktar parametrarna
mindre än i Ridge Regression, enligt (3).

MX

i=1

0

@yi �
pX

j=0

wj ⇥ xij

1

A
2

+ �
pX

j=0

|wj | (3)

För Lasso Regression är den adderade termen istället
absolutbeloppet av normaliseringstermen.

Polynomregression är en linjär modell som istället anpassar ett
polynom av grad n till datasetet. Denna modell är teoretiskt
bättre att använda då datan är kurvlinjär. En högre grad på
polynomet tenderar dock att ge en högre risk för overfitting.

y = �0 + �1x+ �2x
2 + �3x

3 + . . .+ �nx
n + ✏ (4)

I (4) är y det prognostiserade värdet från modellen, och ✏ är
värdet på feltermen. Modellen anpassar ett polynom så att
felet minimeras enligt minstakvadratmetoden. 6 7

Beroende på syfte, samband och sammanhang är de olika
modellerna mer eller mindre lämpliga att använda. Ofta drivs
de olika metoderna av antalet oberoende variabler, typ av
beroende variabler och formen på kurvan. Regressionsanalys
tillåter oss att undersöka den effekt som olika variabler i
olika skalor har på prognosen av exempelvis försäljning för
ett företag [14][15].

D. Resultatmått
För att kunna utvärdera resultaten som ett arbete resulterar i
krävs det att relevanta mått och metoder används. Beroende
på syfte finns det olika sätt att göra detta på. När det kommer
till regressionsmodeller finns det olika mått att välja mellan,
som har olika för- och nackdelar.

Mean Squared Error (MSE) är ett vanligt mått för att mäta
hur nära en modells prognos kommer verkligheten. Detta
genom att summera differenserna mellan sanna värdet och
prognostiserade värdet från modellen i kvadrat, och sedan
dividera med antalet datapunkter, se (5). Ett högre MSE
betyder ett sämre resultat av modellen. Fördelen är att det är ett
vanligt mått och kommer visa om något enskilt värde sticker
ut. Nackdelen är att ett avvikande värde påverkar resultatet
mycket på grund av kvadraten [16].

MSE =
1

n

nX

i=1

(yi � xi)
2 (5)

Genom att ta roten ur MSE fås Root Mean Squared Error
(RMSE) som på många sätt liknas MSE men ger ett lägre tal,
och därför används ofta RMSE framför MSE [16].

Ett annat mått som ofta används inom regression är Mean
Absolute Error (MAE) som är ett mått på den genomsnittliga
absoluta skillnaden mellan prognosen och det verkliga värdet,

6Scikit-learn, https://scikit-learn.org/
7Geeks for Geeks, https://www.geeksforgeeks.org/

enligt (6). Detta mått låter inte ett stort avvikande värde
påverka resultatet lika mycket som MSE gör genom sin
kvadrering [16].

MAE =
1

n

nX

i=1

|yi � xi| (6)

Ett problem med RMSE och MAE är att det kan vara svårt
att veta om ett resultat är tillräckligt bra, eller om modellen
behöver förbättras. Ett alternativ är därför att använda R2 som
mått för att avgöra hur bra modellen är utan en skala i svaret,
då R2 alltid ger ett svar mellan �1 och 1. R2 ger ett mått på
hur väl sambandet och variationen i modellen kan förklaras
med de variabler som används, enligt (7) [16]. 8 Måtten fyller
således olika funktion och är därför bra att kombinera för att
få en helhetsbild.

R2 = 1� Unexplained Variation
Total Variation

(7)

E. Korsvalidering
Korsvalidering är en metod som ofta används i samband
med maskininlärning för att testa modellerna på olika set av
testdata. Metoden undviker att modellen endast tränas och
testas på en viss del av datan, vilket är en fördel för att
få ett mer säkert resultat. Det går att välja vilken grad på
korsvalidering som ska användas, vilket betyder att modellen
körs med olika datapunkter som testdata så många gånger som
den grad korsvalideringen sätts till. En av delarna används
som testdata, och resten av delarna används som träningsdata.
Denna process upprepas tills dess att alla delar av datan
använts som testdata [17].

F. Grid Search
Grid Search är en metod kopplad till maskininlärning som
används för att optimera värdena på parametrar för en given
modell, för att på detta sätt även optimera modellen. En
parameter kan exempelvis vara lambda-parametern i Ridge
och Lasso Regression. Metoden skapar en modell utifrån
alla möjliga kombinationer och värden på parametrar, i detta
arbetets fall lambda-parametern, för att se vilka värden som
gör att modellen presterar bäst. Det betyder att metoden kan
vara kostsam, men är ett bra verktyg för att optimera önskad
modell [18].

III. METOD

A. Tränings- och testdata
För att testa hypotesen användes data från matvarubutikens
frukt- och gröntavdelning, vilken sträcker sig bakåt till 2017.
Den användbara datan från butiken som inkluderats i arbetet
är datum, försäljning (kilogram), försäljningspris (kronor) och
orderstorlek (kilogram).

Utöver försäljningssiffror har data samlats in för andra
parametrar som vill testas kopplade till försäljningen i butiken.
Dessa är medeltemperaturen under dagen, minimitemperatur

8Investopedia, https://www.investopedia.com/terms/r/r-squared.asp/
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och maxtemperatur under dagen, antal solsekunder, och
nederbörd (millimeter).9 För att väga in ytterligare parametrar
som enligt teorin påverkar försäljningen har varje datapunkt
även tilldelats ytterligare egenskaper: veckodag (siffra 1-
7), vecka (veckonummer), månad (månadsnummer) och
månadsdag (1-31).

Den slutliga tabellen med data som användes i testerna
innehöll således följande kolumner: datum, försäljning,
försäljningspris, veckodag, vecka, månad, månadsdag,
medeltemperatur, minimitemperatur, maxtemperatur,
solsekunder och nederbörd. De varor som testerna utförts på
är kvisttomater och äpplen (Jonagold).

B. Val av modeller

För att kunna testa om en maskininlärningsmodell kan
prestera bättre än det manuella systemet som används i
butiken idag var första steget att jämföra olika modeller
för att hitta den som presterar bäst i detta fall. Valet av
modeller grundades i teori och tidigare arbeten som tas
upp i arbetets bakgrund. Med detta som beslutsgrund är de
modeller som testats i detta arbete linjär regression med en
parameter, multipel linjär regression med flera parametrar,
Ridge Regression, Lasso Regression och polynomregression
(grad 2-5). Linjär och multipel linjär regression har valts för
att testa de grundläggande modellerna för regression. Ridge
valdes då den varit en bra presterande modell enligt tidigare
studier. Lasso är väldigt lik Ridge, och av den anledningen
bedöms Lasso vara en bra modell att testa. Vidare valdes
även polynomregression då det kändes som ett lämpligt
tillskott i arbetet. Detta då även polynomregression är en
typ av linjär regressionsmodell, men något mer komplex
och förväntas därför eventuellt kunna anpassas bättre till
eventuella variationer i datan.

Vid implementering av modellerna användes korsvalidering
för att dela upp datan i tränings- och testdata. Grid Search
användes för att hitta det optimala värde på lambda-parametern
för modellerna. För att avgöra vilka parametrar och modeller
som bäst prognostiserar försäljningen, utfördes först linjär
regression med varje parameter var för sig. Parametrarna rang-
ordnades därefter med avseende på resultatet på R2-värdet.
Därefter testades de övriga regressionsmodellerna med olika
kombinationer av parametrar, utifrån vilka som givit bäst R2-
värde. De uppdelningar av parametrar som gjordes för varje
modell går att se i bilaga A och B.

C. Programmeringsspråk och bibliotek

För att kunna tillämpa dessa modeller har programmerings-
språket Python använts. Python erbjuder flera bibliotek med
funktioner som är användbara för maskininlärning och regres-
sion. De bibliotek som använts är Pandas för att strukturera
data i tabeller, Numpy för att utföra matematiska beräkningar,

9SMHI, https://www.smhi.se/

Matplotlib för att kunna visualisera datan i grafer och Scikit-
learn som innehåller metoder för maskininlärningsmodeller,
bl.a. regression.10 11 12

D. Utvärdering

För att utvärdera prestationen hos modellerna har måtten
MAE, RMSE och R2 använts. Dessa metoder finns att
tillgå i Scikit-learn-biblioteket och applicerades på de olika
modellerna för att kunna jämföra hur väl de presterat.
Resultaten visualiserades sedan i en tabell för att kunna
överskåda prestationen hos de olika modellerna och de olika
parametrarnas inverkan på resultatet.

När de olika modellerna jämförts testades hypotesen om att
en modell kan vara bättre på att förutspå försäljningen i
förhållande till det manuella sättet genom att den bäst pre-
sterande modellen jämfördes med den manuella orderdatan.
MAE och RMSE tillämpades på den manuella orderdatan
i jämförelse med försäljningssiffrorna och sedan jämfördes
resultatet med den bäst presterande regressionsmodellen för
att svara på hypotesen och frågeställningen för arbetet.

IV. RESULTAT

Nedan följer tabeller som visar de bästa resultaten för model-
lerna med de tillhörande parameterkombinationerna som ge-
nererade resultatet. Tabell I-IV visar resultat för kvisttomater,
och tabell V-VIII för äpplen. Slutligen redovisas resultatet för
det manuella beställningssystemet. För fullständiga resultat för
de olika kombinationerna av parametrar, se bilaga A och B.

A. Resultat för kvisttomat
Tabell I

PARAMETRAR RANGORDNADE EFTER HÖGST R2-VÄRDE FÖR
KVISTTOMAT

Rankning Parameter R2-värde
1 Utpris 0.3296
2 Medeltemperatur 0.2127
3 Maxtemperatur 0.2068
4 Minimitemperatur 0.1641
5 Solsekunder -0.0739
6 Månad -0.2054
7 Vecka -0.2076
8 Veckodag -0.2086
9 Nederbörd -0.2384
10 Månadsdag -0.2551

Rangordning av de parametrar som genererade högst R2-värde för kvisttomat i den
linjära regressionsmodellen.

10Geeks for Geeks, https://www.geeksforgeeks.org/
11Scikit-learn, https://scikit-learn.org/
12Matplotlib, https://matplotlib.org/
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Tabell II
LÄGSTA ERHÅLLNA VÄRDET PÅ MAE FÖR VARJE REGRESSIONSMODELL

FÖR KVISTTOMAT

Regressionsmodell Lägsta MAE Parametrar
Linjär regression 30.5876 1
Multipel Linjär regression 28.7504 1-9
Ridge Regression 28.7458 1-9
Lasso Regression 28.7504 1-9
Polynomregression grad 2 28.0800 1-2
Polynomregression grad 3 30.1238 1-2
Polynomregression grad 4 31.0464 1-2
Polynomregression grad 5 34.3965 1-2

Lägsta erhållna värdet på MAE för varje regressionsmodell samt de parametrar som
använts vid det erhållna resultatet.

Tabell III
LÄGSTA ERHÅLLNA VÄRDET PÅ RMSE FÖR VARJE REGRESSIONSMODELL

FÖR KVISTTOMAT

Regressionsmodell Lägsta RMSE Parametrar
Linjär regression 41.7232 1
Multipel Linjär regression 40.5724 1-9
Ridge Regression 40.5707 1-9
Lasso Regression 40.5724 1-9
Polynomregression grad 2 41.5036 1-3
Polynomregression grad 3 47.0241 1-4
Polynomregression grad 4 51.8000 1-2
Polynomregression grad 5 58.5104 1-8

Lägsta erhållna värdet på RMSE för varje regressionsmodell samt de parametrar som
använts vid det erhållna resultatet.

Tabell IV
HÖGSTA ERHÅLLNA R2-VÄRDET FÖR VARJE REGRESSIONSMODELL FÖR

KVISTTOMAT

Regressionsmodell Högsta R2-värde Parametrar
Linjär regression 0.3296 1
Multipel Linjär regression 0.3782 1-8
Ridge Regression 0.3783 1-8
Lasso Regression 0.3782 1-8
Polynomregression grad 2 0.3438 1-3
Polynomregression grad 3 0.1080 1-4
Polynomregression grad 4 -0.2408 1-2
Polynomregression grad 5 -0.3828 1-8

Högsta erhållna R2-värde för varje regressionsmodell samt de parametrar som använts
vid det erhållna resultatet.

B. Resultat för äpple (Jonagold)
Tabell V

PARAMETRAR RANGORDNADE EFTER HÖGST R2-VÄRDE FÖR ÄPPLE

Rankning Parameter R2-värde
1 Utpris -0.3273
2 Veckodag -0.8044
3 Nederbörd -0.8093
4 Månadsdag -0.8094
5 Solsekunder -0.8690
6 Månad -0.9076
7 Vecka -0.9131
8 Minimitemperatur -1.0729
9 Maxtemperatur -1.1269
10 Medeltemperatur -1.1286

Rangordning av de parametrar som genererade högst R2-värde för äpple i den linjära
regressionsmodellen.

Tabell VI
LÄGSTA ERHÅLLNA VÄRDET PÅ MAE FÖR VARJE REGRESSIONSMODELL

FÖR ÄPPLE

Regressionsmodell Lägsta MAE Parametrar
Linjär regression 8.0751 1
Multipel Linjär regression 7.9393 1-2, 4, 6-7
Ridge Regression 7.9358 1-2, 4, 6-7
Lasso Regression 7.9393 1-2, 4, 6-7
Polynomregression grad 2 8.0379 1-2
Polynomregression grad 3 7.7947 1-2
Polynomregression grad 4 7.8481 1-2
Polynomregression grad 5 8.0427 1-2

Lägsta erhållna värdet på MAE för varje regressionsmodell samt de parametrar som
använts vid det erhållna resultatet.

Tabell VII
LÄGSTA ERHÅLLNA VÄRDET PÅ RMSE FÖR VARJE REGRESSIONSMODELL

FÖR ÄPPLE

Regressionsmodell Lägsta RMSE Parametrar
Linjär regression 11.0705 1
Multipel Linjär regression 10.7118 1-2, 4, 6-7
Ridge Regression 10.7406 1-2, 4, 6-7
Lasso Regression 10.7118 1-2, 4, 6-7
Polynomregression grad 2 10.8862 1-2
Polynomregression grad 3 10.6018 1-2
Polynomregression grad 4 10.7842 1-2
Polynomregression grad 5 11.2875 1-2

Lägsta erhållna värdet på RMSE för varje regressionsmodell samt de parametrar som
använts vid det erhållna resultatet.

Tabell VIII
HÖGSTA ERHÅLLNA R2-VÄRDET FÖR VARJE REGRESSIONSMODELL FÖR

ÄPPLE

Regressionsmodell Högsta R2-värde Parametrar
Linjär regression -0.3273 1
Multipel Linjär regression -0.2021 1-2, 4, 6-7
Ridge Regression -0.2138 1-2, 4, 6-7
Lasso Regression -0.2021 1-2, 4, 6-7
Polynomregression grad 2 -0.3320 1-2
Polynomregression grad 3 -0.2220 1-2
Polynomregression grad 4 -0.2437 1-2
Polynomregression grad 5 -0.3141 1-2

Högsta erhållna R2-värde för varje regressionsmodell samt de parametrar som använts
vid det erhållna resultatet.

C. Det manuella beställningssystemet
Tabell IX

VÄRDEN PÅ MAE OCH RMSE FÖR DEN MANUELLA BESTÄLLAREN

Typ av vara MAE RMSE
Kvisttomat 40.472 48.437
Äpple 10.141 12.262

Uträknade värden för MAE och RMSE för den manuella beställaren, baserat på
varorna kvisttomat och äpple.

V. DISKUSSION

För att besluta om vilken modell som presterade bäst
har tre mått använts som alla måste tas hänsyn till. För
kvisttomater gav Ridge Regression bäst resultat för samtliga
tre utvärderingsmått, vilket gör den till den konsekvent
bästa modellen för kvisttomater av de som testats i arbetet.
Resultaten för de olika modellerna går att återfinna i tabell
II-IV, där de bästa resultaten för respektive mått markerats.
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De parametrar som genererat dessa resultat går även att avläsa
i tabellernas högerspalt. De bästa resultaten för respektive
mått är 28.7458 för MAE, 40.5707 för RMSE och 0.3783 för
R2.

Resultaten för äpple är inte konsekventa gällande vilken
modell som presterat bäst. Det bästa resultat som genererades
för MAE var 7.7947 och gavs från polynomregression av grad
3, se tabell VI. För RMSE var det bästa resultatet 10.6018
och även detta från polynomregression av grad 3, se tabell
VII. För R2-värdet gav multipel linjär regression och Lasso
Regression bäst resultat, med -0.2021, se tabell VIII.

Resultatet från detta arbete styrker resultatet från det tidigare
arbetet kring prognostisering av truckkomponenter som
tagits upp i arbetets teoridel. Båda arbetena visar att Ridge
Regression är en bra linjär modell för prognostisering. En
tänkbar faktor är den L2-normalisering Ridge Regression
använder som motverkar overfitting och därför gör att
modellen bättre kan anpassas till testdata. Värdet på R2

visar även på ett linjärt samband, vilket stärker valet av
Ridge Regression för att prognostisera kvisttomater. Dock
har resultaten på MAE och RMSE gett relativt mycket större
värden i detta arbete i jämförelse med för truckkomponenterna,
där felen gick ner till några hundradelar. En trolig anledning
till detta är att truckkomponenter kan tänkas ha ett starkare
linjärt samband där den applicerade modellen passar datasetet
bättre än i detta arbete. RMSE och MAE är känsliga för
avvikande värden, och då försäljningen av kvisttomater
varierar mycket under året blir resultaten på måtten större.
Variationen på efterfrågan av truckkomponenter är troligtvis
därför inte lika stor, då dessa värden är betydligt mindre än
för kvisttomaterna.

Resultaten för äpplen gav lägre siffror än för kvisttomater
på MAE och RMSE, vilket tyder på en lägre spridning på
efterfrågan och försäljningssiffrorna. Ett mindre spann på
försäljningskvantiteter kommer ge lägre värden på MAE och
RMSE. Detta indikerar på att försäljningen av kvisttomater
är mer känsliga mot förändringar av påverkande parametrar
än vad äpplen är.

Det arbete vid KTH som studerade vädrets påverkan på
konsumtionsvaror i en matvarubutik gav medelvärden
på RMSE från fruktavdelningen i spannet 29-73 för
modellen med väderparametrar, och i spannet 33-74 utan
väderparametrar. Dessa värden är i storlek med resultaten från
detta arbete, vilket är rimligt då även detta arbete gjordes på
en matvarubutiks frukt- och gröntavdelning. Även intressant
att påpeka är att felen blev mindre med väderparametern än
utan. För att jämföra med detta arbetes resultat går det att se
i resultatets tabeller att väderparametrarna är inkluderade i
samtliga bästa resultat för kvisttomaterna, men för äpplena är
det istället modeller utan väderparametrar som gett de bästa
resultaten. Detta tyder på att det är individuellt för varor om
vädret påverkar eller inte.

För att svara på frågeställningen för arbetet gällande om en

maskininlärningsmodell kan prestera bättre än det manuella
beställningssystem som används i matvarubutiken idag behövs
resultaten jämföras med de siffror den manuella metoden
givit, vilket går att läsa av i tabell IX. Det går att se att
kvisttomat gett ett resultat för MAE på 40.472 och för
RMSE 48.437. Motsvarande siffror för äpple uppmättes till
10.141 för MAE och 12.262 för RMSE. För kvisttomater
innebär detta att den bästa maskininlärningsmodellen, Ridge
Regression, gett ett bättre resultat för både MAE och RMSE.
För äpplen gav resultaten tre potentiellt bäst presterande
modeller beroende på vilket mått som vägs tyngst. För
polynomregression av grad 3 är resultaten för både MAE
och RMSE lägre än för den manuella metoden. För multipel
linjär regression och Lasso Regression har även dessa bättre
resultat på måtten än den manuella metoden.

Utifrån de resultat som erhållits förkastas inte hypotesen.
Svaret på frågeställningen blir således att det går att ersätta det
manuella beställningssystemet på butikens färskvaruavdelning
med en maskininlärningsmetod, då dessa enligt redovisade
tester i resultatet presterar bättre.

A. Parametrarnas inverkan

Från resultaten för både kvisttomaterna och äpplena går
det att urskilja att det är utpriset på varorna som ger det
högsta R2-värdet i den linjära modellen, se tabell I och tabell
V. Däremot så skiljer sig de olika artiklarna åt gällande
vilka ytterligare parametrar som påverkar försäljningen mest
enligt den linjära modellen. För kvisttomat är det främst
väderparametrar som temperatur och solsekunder som ger
högst R2-värde efter utpris, medan det för äpplen istället är
en blandning av tidsparametrar och väderparametrar som ger
de högsta R2-värdena efter utpris i den linjära modellen.

Intressant är att diskutera de minimala variationerna för
R2-värdet som erhållits vid kombination av fler parametrar.
I tabell IV samt tabell VIII går det att urskilja att när
fler parametrar adderats till modellen, så har det i relativt
liten grad förändrat R2-värdet. Detta kan tyda på att det är
främst priset och inte några andra parametrar som påverkar
hur mycket det är som säljs. Eftersom de artiklar som har
undersökts i denna rapport är sådana som det finns flera
varianter av i en matvarubutik, så kan detta ha påverkat det
faktum att det främst är priset som styr hur mycket som
säljs av artiklarna. Om ett substitut visar sig vara billigare så
minskar troligtvis försäljningen av de undersökta artiklarna
och vice versa. Artiklarna är dessutom av den sort som tillhör
det vardagliga köpet. Äpplen och tomater säljs inte enbart
under perioder med löning eller kring helgerna, vilket kan
förklara varför det inte erhållits några tydliga mönster i under
vilka dagar som försäljningen av dessa varor ökar.

Det går däremot att urskilja en mer markant variation i
vilka parametrar som ger de bästa resultaten för de olika
regressionerna. För kvisttomat är det alla parametrar förutom
månadsdag samt alla parametrar förutom månadsdag och
nederbörd som givit de högsta värdena på multipel linjär,
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Ridge och Lasso Regression, medan det för polynomregression
är utpris samt några av väderparametrarna som är de
parametrar som medför det bästa resultatet. Däremot skiljer
sig äpplena åt från kvisttomaterna för multipel linjär,
Ridge och Lasso Regression då det är tidsparametrarna i
kombination med utpris som resulterat i bäst resultat. För
polynomregression är det för äpplena utpris tillsammans med
parametern veckodag som givit de bästa resultaten.

Baserat på teoriavsnittet i rapporten så framgår det i en
tidigare studie som har gjorts inom området att det har påvisats
att vädret har en viss påverkan på försäljningen av vissa
varor i en matbutik, något som påvisas även i denna studie.
Kvisttomaterna har i några av regressionsmodellerna påverkats
mer av vädret jämfört med äpplena. Huruvida det finns en
kausalitet mellan vädret och försäljningen av kvisttomaterna
eller om det endast är en korrelation mellan dem två, går
däremot inte att avgöra. I en ytterligare tidigare studie redogörs
det för att konsumentens köpbeslutsprocess grundar sig i
kulturella, sociala, personliga och psykologiska faktorer. Dessa
faktorer är komplicerade att applicera som parametrar i en
modell, och till följd av att de inte har tagits hänsyn till
i regressionsmodellerna kan det vara de parametrarna som
förklarar variationen i försäljningen. Även de interna och ex-
terna faktorerna som påverkar konsumentens köpbeslutprocess
kan ha haft en inverkan på den data som legat till grund för
arbetet. Detta kan vara en förklaring till varför det är en stor
spridning mellan vilka parametrar som resulterar i bäst resultat
för de olika regressionsmodellerna. Speciellt då det inte har
erhållits några självklara mönster mellan vilka parametrar som
påverkar försäljningen av vissa varor i den aktuella studien.

B. Modellernas och måttens betydelse

Utöver parametrarnas påverkan är val av modeller och hur
de utvärderas en stor faktor som påverkar resultatet. Linjära
modeller förutsätter att det finns ett linjärt samband mellan
de variabler som finns i datasetet. Utan ett linjärt samband
fungerar modellerna inte som tänkt. Beroende på mönster i
datan kan olika modeller passa olika bra.

Att Ridge Regression presterat bäst för kvisttomater, precis
som för det arbete som studerade prognostisering av
truckkomponenter, kan som tidigare nämnts kopplas till teorin
för modellen som använder L2-normalisering. Till skillnad
från endast linjär regression använder Ridge Regression
en viktning av parametrarna, vilket motverkar overfitting.
Resultaten är i linje med teorin kring modellen och har
presterat bättre än linjär regression.

En intressant observation kan göras för polynomregression.
I tabell I-VIII går det att se att en högre grad på polynomet
i de flesta fall även leder till ett sämre resultat. Detta tyder
på problemet med overfitting som nämns i teorin. Detta
betyder att det går att ifrågasätta vilken grad på polynomet
som ska litas på. För äpple var polynomregression av grad 3
en av de bäst presterande modellerna. Med ett annat dataset
skulle det kunna innebära overfitting även på denna grad.

Därför bör teorin bakom modellerna tas noga hänsyn till, och
att implementera de modeller med stor risk för overfitting
på andra varor eller dataset kan vara en risk. Resterande
modeller ligger nära i resultat i de flesta tabeller, vilket
även kan betyda att en annan modell skulle fungera bättre
(eller sämre) på större dataset och under andra omständigheter.

De utvärderingsmått som används påverkar bedömningen
gällande vilka modeller som presterar bäst. MAE och RMSE
är båda känsliga mot utstickande mått i datasetet, vilket kan
påverka och ge ett missvisande resultat. Däremot är det bra
mått för att se hur känsliga modellerna är för variationer i
försäljning. Ett högre resultat på MAE och RMSE tyder på
att efterfrågan varierar mycket, och att beställningens storlek
kan avvika mycket från vad som kommer säljas. Valet att
komplettera med R2 gjordes för att ha ett relativmått som
går att jämföra utanför sammanhanget, och för att se hur
väl modellen passar för situationen. De resultat som R2

uppmätts till är precis över 0 för kvisttomater, vilket tyder på
ett samband hos variablerna. För äpplen däremot är siffrorna
under 0, vilket teoretiskt betyder att det inte finns något linjärt
samband mellan variablerna. Med detta som resultat kan
modellval ifrågasättas, och likaså parameterval. En anledning
skulle kunna vara underfitting, och att modellen inte har
tillräckligt med data för att anpassa modellen tillräckligt bra.
I de tidigare studierna som studerats har R2 inte använts
som kompletterande mått, vilket föder spekulationer kring
om resultaten blivit dåliga, eller om det ansetts vara ett
mindre relevant mått. Detta innebär även att det inte går att
jämföra detta arbetes erhållna R2-värden med tidigare arbeten.

C. Förbättringsmöjligheter

Trots att hypotesen inte förkastas för arbetet och att
frågeställningens svar är i linje med det förväntade resultatet
finns det förbättringsmöjligheter och felkällor som är viktiga
att påpeka.

Som i många fall är det önskvärt att ha ett tillräckligt stort
dataset med data som speglar verkligheten och de mönster
som finns. I detta arbete har data från omkring tre år bakåt
använts. Om det hade funnits tillgängligt hade ett större
dataset troligen haft en positiv inverkan på trovärdigheten i
arbetet. En brist i datan är även faktorer som ligger bakom
datan, men som inte är kända. Det kan vara avvikande
öppettider, placering av varan i butik, hur påfyllda hyllorna
varit, extrapris på andra varor som påverkar försäljningen
för de varor som testats på etc. En reflektion som uppstått
kring datasetet är även huruvida testerna ska appliceras på
ett helt år som tidsspann, eller om det hade varit en fördel
att bryta ner datasetet exempelvis månadsvis för att tydligare
låta modellerna anpassa sig efter säsong.

Eftersom olika varor har olika försäljningsmönster och är
olika känsliga för de olika parametrarna är det även rimligt
att anta att det finns olika modeller som passar olika varor
bäst. För att förbättra arbetets resultat hade det varit önskvärt
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att mer noggrant studera datans beteende för varje vara och
testa fler modeller som inte tagits upp i detta arbete för att
hitta det som passar varje vara bäst. Icke-linjära modeller
hade varit ett bra nästa steg att testa. Att testa på fler varor
hade även det varit en förbättring som hade kunnat leda till
bättre reflektioner och bättre underlag för slutsatser.

Det finns andra parametrar än de som tagits med i detta
arbete som påverkar försäljningen i en matvarubutik.
Vissa parametrar är svåra att fånga upp och använda i en
modell, vilket kommer medföra en osäkerhet vid försök att
automatisera. Som nämnts i teorin är exempelvis kundens
beteende och tankemönster komplext och påverkas av många
interna och externa faktorer, vilket är mer än endast det som
det finns data att tillgå kring. Detta är även faktorer som
påverkas över tid i samband med sociala trender etc. Med
anledning av dessa faktorer kommer det finnas svårigheter
kring implementering av maskininlärningsmodeller och att få
helt tillförlitliga resultat.

Slutligen finns det en stor osäkerhet gällande resultatet i den
jämförelse som gjorts med den manuella beställningsmetoden.
Det är viktigt att ha i åtanke vid tolkning av resultatet vilka
förutsättningar och utgångsläge regressionsmodellerna och den
manuella beställaren haft. Regressionsmodellerna i detta arbete
har byggts efter målet att det ska beställas precis så mycket av
en vara som det kommer säljas under dagen. Felet är beräknat
på avvikelsen från varje dags försäljning. Det är okänt vad
varje manuell beställare haft för tankar vid varje order. Även
om målet för en färskvaruavdelning är att alltid ha färska varor
på hyllorna kan den mänskliga bedömningen påverka beslutet.
Tankar kring hur det ser ut visuellt på hyllorna, hur stressigt
arbetet är vid beställningstillfället och vetskapen om att varan
inte blir dålig av att ligga på lager i någon dag, kan påverka
beställningen och göra jämförelsen med regressionsmodellerna
något orättvis. Dessutom varierar varje medarbetares kunskap
och erfarenhet av att göra beställningar, vilket inte är något
som tagits hänsyn till i arbetet. Enskilda medarbetare skulle
därför kunna visa bättre (eller sämre) resultat än det gemen-
samma resultat modellen visat för manuell beställning. Om det
skulle kunna förbättra siffrorna så pass mycket att det skulle
ge bättre resultat än regressionsmodellerna är en intressant och
komplex fråga.

D. Affärsnytta

Från tolkning av resultaten anses en tillämpning av
maskininlärning som beställningsmetod vara en fördelaktig
lösning i förhållande till dagens manuella beställningssystem.
Resultaten visar att detta skulle leda till ett mindre fel i
orderstorleken på både kvisttomater och äpplen i butiken. En
implementation av denna lösning förutspås kunna få flera
intressanta ekonomiska effekter.

En fördel med att digitalisera beställningarna för frukt- och
gröntavdelningen är att de som arbetar på golvet i butiken
sparar tid som annars skulle lagts på att lägga beställningar.
Denna tid kan istället spenderas på andra värdeskapande

aktiviteter i butiken. Detta är framförallt en fördel med
tanke på att det digitala systemet som implementeras visar
bättre resultat än det manuella. Samtidigt som tid sparas
blir beställningarna mer korrekta. Det är dessutom en stor
fördel för de i personalen som inte har lång erfarenhet av
hur mycket som säljs och hur stora beställningar som är
lämpliga att lägga. Förutom osäkerheten i orderstorlek är
fördelarna med ett automatiskt system därför att personalen
slipper den oro och press som kan uppstå från att behöva
utföra arbetsuppgifter som den inte känner sig helt bekväm
med. Oron kring vem som lägger beställningar och hur bra
det kommer bli försvinner även från chefer som istället kan
fokusera på andra ansvarsområden.

Ur ett hållbarhetsperspektiv uppstår det även flera
positiva effekter av att implementera en automatiserad
beställningsmetod. Till följd av att felmarginalerna minskar
vid den automatiska beställningen så minskar även svinnet.
Detta genom att lägre felmarginaler leder till att färre
beställningar görs som är för stora i jämförelse med det
som går åt vid försäljning. Då ligger varorna kortare tid på
lager och butiken säljer färskare varor. Detta går som tidigare
nämnt i linje med det tolfte globala hållbarhetsmålet: ”Hållbar
konsumtion och produktion”. Ytterligare kan det utvecklade
hållbarhetsarbetet användas som marknadsföring till butikens
fördel. Ett mer aktivt arbete mot minskat svinn och en
mer hållbar frukt- och gröntavdelning är förhoppningsvis
gynnsamt för butikens rykte och således dess ekonomiska
resultat. Detta då det har visat sig att kunder idag värderar
hållbarhet och företag som arbetar med detta allt mer.

E. Praktisk implementation

Det går att ställa sig frågan varför automatiserade beställningar
inte har införts tidigare på färskvaruavdelningen. Särskilt då
butiken har ett fungerande automatiskt beställningssystem
för andra avdelningar. En orsak kan vara det faktum att
det blir större konsekvenser då det sker felbeställningar på
färskvaruavdelningen i jämförelse med på en avdelning där
varorna inte är lika datumkänsliga. Om beställningen som görs
blir för stor riskerar butiken att behöva sänka priser, alternativt
svinna det som inte säljs innan det passerar bäst-före-datum,
vilket blir kostsamt för butiken. Utifrån den aktuella studien
har det även påvisats att olika varor på färskvaruavdelningen
kan komma att kräva olika regressionsmodeller, vilket innebär
att det är en tids- och kunskapskrävande process att producera
ett automatiskt beställningssystem som är anpassat efter alla
specifika varor på färskvaruavdelningen. Detta betyder att det
kommer krävas mycket tid och resurser innan systemet blir
lönsamt. En annan orsak till varför det inte har implementerats
tidigare kan möjligtvis vara rädslan för hur det skulle mottas
av personal. Att ersätta anställdas arbetsuppgifter mot teknik
kan tänkas leda till konflikter samt reducerat förtroende.

För att kunna utnyttja alla möjliga fördelar med den nya
tekniken som diskuterats under Affärsnytta är det viktigt att
implemententationen lyckas. Detta sätter krav på ledningen
att förstå hur en sådan förändring görs på ett lyckat sätt. En
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välkänd strategi för att implementera förändring är Kotters 8-
stegsmodell, se fig. 1. Modellen kan delas upp i tre olika faser.

Fig. 1. Kotters 8-stegsmodell.

1) Skapa en kultur och värderingar: Den första fasen i
Kotters 8-stegsmodell handlar om att skapa en tydlig kultur
hos de anställda samt att skapa gemensamma värderingar.
Först och främst är det viktigt att skapa ett behov hos de
anställda. Som butikschef är det därför viktigt att väcka ett
intresse samt förmedla den vision som finns med den nya
tekniken och hur den förändringen kommer komma till nytta
för de anställda. Ett automatiserat beställningssystem innebär
nya arbetsuppgifter och mer tid till annat värdeskapande
arbete. Ett bra och tydligt arbete i det första steget förenklar de
efterföljande stegen i modellen, då det innebär att de anställda
vill engagera sig och driva igenom den nya förändringen.
Det är även viktigt att skapa en förståelse för att möjligheten
finns här och nu, och att det imorgon kan vara försent. I den
digitaliserade värld vi lever i så är det viktigt att förstå vikten
av att ligga steget före för att differentiera sig från utomstående
konkurrenter. I det andra steget är det av stor vikt att skapa
ett engagerat och balanserat team med spridd kunskap, som
förstår nyttan med den nya tekniken och som har olika sätt
att se på det. Teamet ska bestå av personer som har olika
funktioner i matvarubutiken samt har olika ansvarsgrad. Det
är teamet som kommer vara den drivande motorn genom
implementeringen. Förslagsvis kan teamet dels bestå av de
anställda som ansvarat för beställningen tidigare, detta för att
det är viktigt att engagera de som verkligen berörs av det
nya arbetssättet. Men dessutom är det viktigt att involvera
andra funktioner i matvarubutiken som kan bistå med andra
aspekter. I det tredje steget handlar det om att tydliggöra
visionen och sätta tydliga mål för implementeringen. Viktigt
är att fokusera på vad implementeringen ska resultera i. Med
automatiserade beställningssystem blir det mer tid över för
nya arbetsuppgifter. Sådant som tidigare har bortprioriterats
kommer nu kunna prioriterats, vilket troligtvis kommer
leda till att de anställda kan känna sig mer tillfredsställda
efter en arbetsdag. Exempel på mål som kan formuleras
för implementeringen är att det ska finnas mer tid över för
värdeskapande arbete, något som kan innebära bättre leverans
av kundservice i matvarubutiken, samt att arbetet generellt
kan ske under mindre stress och mer noggrant. Vid avsaknad
av tydliga mål är det svårt att skapa en aktiv förändring.

2) Kommunikation: I andra fasen menar Kotter att det är
viktigt att skapa en stor “armé” av människor som frivilligt
vill arbeta med förändringen och tror på den. Det behov av
förändring som byggs upp i första fasen ska vara så starkt
att människor känner att de vill vara med och förändra.
Att tvinga på en förändring kommer inte lyckas. För en
matvarubutik betyder det att det inte räcker att de som arbetar
på den aktuella avdelningen ska vara med på förändringen,
utan att hela personalen ska vara involverade och vilja se en
förändring. Stödet behövs från alla nivåer i företaget. När
armén byggts upp av en bred blandning av människor från
organisationen är det viktigt att bryta ner de barriärer som
eventuellt hindrar en förändring. För att kunna göra detta
måste barriärerna identifieras, genom att analysera varför
tidigare förändringar misslyckats. Det kan exempelvis vara
regler och byråkrati som hindrar friheten och kreativiteten
hos medarbetare. För en frukt- och gröntavdelning skulle
dessa barriärer kunna vara specifika krav på hur beställningar
ska göras, försäljningssiffror som måste uppnås, regler kring
uppdelning av arbetsuppgifter etc. Dessa krav måste lättas
på för att kunna tillåta kreativitet och förändring. Slutligen
handlar andra fasen om att identifiera och kommunicera
alla små vinster och mål som uppfyllts, för att visa att
förändringen lyckas. Att lyfta fram vinster som är kopplade
till specifika handlingar och förändringar som medarbetare
bryr sig om är en viktig faktor för att se till att förändringen
fortsätter. Vinsterna behöver inte endast vara monetära, utan
kan exempelvis vara att ett program lyckats implementeras,
avdelningen lyckats förbereda inför förändringen etc.

3) Utvärdering: I den sista fasen är det stort fokus på
utvärdering. Implementeringen måste hela tiden följas upp
och utvärderas för att förändra det som inte fungerar. Att
lyssna på de anställda och deras åsikter är av betydelse för att
genomdriva förändringen. Till följd av att implementeringen
av ett automatiserat beställningssystem innebär att de tidigare
ansvariga för beställningen får nya arbetsuppgifter, måste även
dessa utvärderas. Är de nya arbetsuppgifterna värdeskapande
och blir de anställda tillräckligt stimulerade av sitt arbete?
När framsteg erhålls i implementeringen är det viktigt att inte
bromsa. Det är då ännu viktigare att fortsätta uppmuntra till
förändring. Att hela tiden återkoppla till det första steget och
den gemensamma kulturen och målsättningen, är betydelsefullt
för att inte förlora intresset hos de anställda. Dessutom bör
hela tiden nya personer involveras i förändringen för att
inte fastna i samma synsätt. Med nya ögon så kommer nya
barriärer att upptäckas som behöver hanteras för att driva
igenom förändringen fullt ut. Det sista steget i modellen
handlar om att skapa en förändringsbenägen kultur. Utan ett
långsiktigt förhållningssätt kommer inte den nya tekniken att
vara speciellt långvarig. Förändringen måste grunda sig i de
anställdas värderingar för att implementeringen ska hålla. Att
visa på vad de anställda har åstadkommit och vad det har
resulterat i är betydelsefullt för att upprätthålla motivationen.

Om dessa åtta steg i tre faser följs menar Kotter att en
förändring i organisationen kan ske med framgång. En ge-
nomtänkt process för förändringen skulle innebära att butiken
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kan fånga upp de fördelar implementeringen av de framtagna
modellerna förväntas föra med sig. Det är viktigt att vara
medveten om riskerna med en förändring. En misslyckad
process kan innebära ett minskat förtroende från personalen.
Det är även viktigt att vara beredd på de tekniskt avancerade
kunskaper som kommer krävas och skapa nya arbeten vid
implementeringen, för att kunna underhålla modellerna [19].

VI. SLUTSATS

Syftet med detta arbete har varit att undersöka om
maskininlärning och regressionsmodeller kan användas för att
prognostisera försäljningen av färskvaror i en matvarubutik,
samt att jämföra prestationerna av modellerna med dagens
manuella beställningssystem. En utmaning gällande detta är
att identifiera vilka parametrar som påverkar försäljningen,
och väga in dessa i modellerna. De parametrar som tagits
hänsyn till är framförallt datum- och väderparametrar.

Resultaten visar att regressionsmodeller kan prognostisera
försäljningen bättre än det manuella systemet, och att
implementera dessa skulle leda till flera fördelar för
organisationen. Det finns utvecklingsområden för arbetet för
att säkerställa att resultaten är tillförlitliga. Analysen har
exempelvis identifierat parametrar som inte tagits hänsyn till
i modellen, som marknadsföring, trender och andra varors
priser. Att hitta ett sätt att väga in dessa hade varit en
önskvärd utveckling av arbetet. Ett större dataset och att testa
fler modeller, bland annat icke-linjära, hade även varit ett bra
nästa steg att ta för arbetets utveckling.

Om tekniken för maskininlärning och regression kan utvecklas
till att kunna hantera de svårigheter som finns kring auto-
matisering finns det flera förväntade fördelar av att imple-
mentera denna teknik. Att automatisera prognostisering och
beställningar skulle gå att applicera på flera olika branscher
och varor, och leda till stora samhällsekonomiska vinster.
Att genomföra en teknisk förändring på ett bra sätt skulle
bland annat kunna förbättra företagets kundbemötande, resur-
sanvändning samt hållbarhetsarbete.
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BILAGA A
RESULTAT FÖR KVISTTOMATER

Tabell X
ERHÅLLNA VÄRDEN FÖR DE OLIKA PARAMETRARNA VID TESTER MED KVISTTOMAT

Nummer Parameter MAE RMSE R2-värde
1 Utpris 30.5876 41.7232 0.3296
2 Medeltemp 32.9097 46.0251 0.2127
3 Maxtemperatur 32.8570 46.1523 0.2068
4 Minimitemperatur 34.4328 47.5916 0.1641
5 Solsekunder 39.7895 53.2560 -0.0739
6 Månad 43.0002 56.5864 -0.2054
7 Vecka 42.9912 56.6096 -0.2076
8 Veckodag 43.6027 56.5244 -0.2086
9 Nederbörd 43.8597 57.1299 -0.2384
10 Månadsdag 44.0656 57.3849 -0.2551

Erhållna värden på MAE, RMSE och R2 för olika parametrar med linjär regression.

Tabell XI
MULTIPEL LINJÄR REGRESSION

Parametrar MAE RMSE R2-värde
1-2 29.6443 41.0651 0.3580
1-3 29.7144 41.1045 0.3576
1-4 29.7530 41.1882 0.3554
1-5 29.7532 41.2133 0.3546
1-6 29.7966 41.2935 0.3526
1-7 29.7580 41.3395 0.3512
1-8 28.7526 40.5736 0.3782

1-9 28.7504 40.5724 0.3782
1-10 30.2858 41.9266 0.3269
1-5, 9 29.7532 41.2010 0.3547
1, 6-8, 10 30.4479 41.9135 0.3177

Erhållna värden på MAE, RMSE och R2 för olika parametrar med multipel linjär regression.

Tabell XII
RIDGE REGRESSION

Parametrar MAE RMSE R2-värde
1-2 29.6442 41.0650 0.3580
1-3 29.7142 41.1044 0.3576
1-4 29.7525 41.1878 0.3554
1-5 29.7526 41.2128 0.3546
1-6 29.7961 41.2930 0.3526
1-7 29.7578 41.3384 0.3512
1-8 28.7506 40.5720 0.3783

1-9 28.7485 40.5707 0.3783
1-10 29.8735 41.5997 0.3388
1-5, 9 29.7526 41.2005 0.3548
1, 6-8, 10 30.2631 41.7205 0.3263

Erhållna värden på MAE, RMSE och R2 för olika parametrar med Ridge Regression.
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Tabell XIII
LASSO REGRESSION

Parametrar MAE RMSE R2-värde
1-2 29.6443 41.0651 0.3580
1-3 29.7144 41.1045 0.3576
1-4 29.7530 41.1882 0.3554
1-5 29.7532 41.2133 0.3546
1-6 29.7966 41.2935 0.3526
1-7 29.7580 41.3395 0.3512
1-8 28.7526 40.5736 0.3782

1-9 28.7504 40.5724 0.3782
1-10 30.2858 41.9266 0.3369
1-5, 9 29.7532 41.2010 0.3547
1, 6-8, 10 30.4479 41.9135 0.3177

Erhållna värden på MAE, RMSE och R2 för olika parametrar med Lasso Regression.

Tabell XIV
POLYNOMRGRESSION GRAD 2

Parametrar MAE RMSE R2-värde
1-2 28.0800 41.6914 0.3341
1-3 28.1270 41.5036 0.3438

1-4 28.4659 41.7422 0.3364
1-5 28.5812 41.9920 0.3292
1-6 30.2754 43.7087 0.2805
1-7 30.4945 43.7344 0.2696
1-8 29.3698 43.1418 0.2835
1-9 29.4195 43.2788 0.2796
1-10 37.8363 51.9236 -0.0665
1-5, 9 28.5829 41.9809 0.3300
1, 6-8, 10 30.5843 41.5891 0.3153

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 2.

Tabell XV
POLYNOMREGRESSION GRAD 3

Parametrar MAE RMSE R2-värde
1-2 30.1238 47.2915 0.0930
1-3 30.4891 47.2313 0.0987
1-4 30.9349 47.0241 0.1080

1-5 33.2851 50.4525 -0.0336
1-6 34.7773 51.5390 -0.0971
1-7 38.5744 56.7805 -0.3314
1-8 36.7480 53.8612 -0.2151
1-9 39.3695 63.9227 -0.6635
1-10 75.0251 105.5896 -3.8710
1-5, 9 35.3655 56.2802 -0.2486
1, 6-8, 10 62.4712 82.0862 -2.8365

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 3.

Tabell XVI
POLYNOMREGRESSION GRAD 4

Parametrar MAE RMSE R2-värde
1-2 31.0464 51.8000 -0.2408

1-3 32.1529 54.3580 -0.4291
1-4 34.0390 56.4546 -0.5486
1-5 43.9743 66.8157 -0.8782
1-6 41.3147 63.3500 -0.6897
1-7 39.9550 59.2165 -0.4123
1-8 42.8775 65.3290 -0.8859
1-9 45.1097 76.0216 -1.3677
1-10 92.1790 143.6351 -8.7328
1-5, 9 48.1638 118.0168 -5.9622
1, 6-8, 10 148.3003 221.7881 -28.4449

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 4.
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Tabell XVII
POLYNOMREGRESSION GRAD 5

Parametrar MAE RMSE R2-värde
1-2 34.3965 64.1558 -1.1678
1-3 38.4112 73.4827 -1.7897
1-4 40.8754 90.4907 -3.9011
1-5 43.4824 65.1332 -0.6423
1-6 49.0955 75.2705 -1.4185
1-7 49.2574 71.9435 -1.4880
1-8 40.1709 58.5104 -0.3828

1-9 57.3426 117.8147 -4.3842
1-10 117.7286 194.6456 -18.0936
1-5, 9 67.4573 229.7488 -39.9035
1, 6-8, 10 1272.0986 1848.6218 -3674.3647

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 5.
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BILAGA B
RESULTAT FÖR ÄPPLE (JONAGOLD)

Tabell XVIII
ERHÅLLNA VÄRDEN FÖR DE OLIKA PARAMETRARNA VID TESTER MED ÄPPLE

Nummer Parameter MAE RMSE R2-värde
1 Utpris 8.0751 11.0705 -0.3273
2 Veckodag 9.2292 12.3600 -0.8044
3 Nederbörd 9.2277 12.3710 -0.8093
4 Månadsdag 9.2275 12.3701 -0.8094
5 Solsekunder 9.3261 12.4883 -0.8690
6 Månad 9.3039 12.4687 -0.9076
7 Vecka 9.3052 12.4732 -0.9131
8 Minimitemperatur 9.7585 12.9152 -1.0729
9 Maxtemperatur 9.7667 12.9409 -1.1269
10 Medeltemperatur 9.8114 12.9769 -1.1286

Erhållna värden på MAE, RMSE och R2 för olika parametrar med linjär regression.

Tabell XIX
MULTIPEL LINJÄR REGRESSION

Parametrar MAE RMSE R2-värde
1-2 8.0782 11.0672 -0.3254
1-3 8.0886 11.0737 -0.3283
1-4 8.0907 11.0752 -0.3287
1-5 8.2702 11.2475 -0.3879
1-6 8.3474 11.2837 -0.3974
1-7 8.1623 10.9346 -0.2681
1-8 8.2646 11.0570 -0.3382
1-9 8.2906 11.0789 -0.3474
1-10 8.2883 11.0421 -0.3369
1, 3, 5, 8-10 8.4418 11.3973 -0.4551
1-2, 4, 6-7 7.9393 10.7118 -0.2021

Erhållna värden på MAE, RMSE och R2 för olika parametrar med multipel linjär regression.

Tabell XX
RIDGE REGRESSION

Parametrar MAE RMSE R2-värde
1-2 8.0781 11.0671 -0.3254
1-3 8.0885 11.0736 -0.3283
1-4 8.0906 11.0752 -0.3286
1-5 8.2701 11.2475 -0.3879
1-6 8.3472 11.2836 -0.3974
1-7 8.1612 10.9637 -0.2833
1-8 8.1992 11.0324 -0.3356
1-9 8.2475 11.0726 -0.3513
1-10 8.2449 11.0343 -0.3405
1, 3, 5, 8-10 8.4416 11.3972 -0.4550
1-2, 4, 6-7 7.9358 10.7406 -0.2138

Erhållna värden på MAE, RMSE och R2 för olika parametrar med Ridge Regression.
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Tabell XXI
LASSO REGRESSION

Parametrar MAE RMSE R2-värde
1-2 8.0782 11.0672 -0.3254
1-3 8.0886 11.0737 -0.3283
1-4 8.0907 11.0752 -0.3287
1-5 8.2702 11.2475 -0.3879
1-6 8.3474 11.2837 -0.3974
1-7 8.1623 10.9346 -0.2681
1-8 8.2646 11.0570 -0.3382
1-9 8.2906 11.0789 -0.3474
1-10 8.2883 11.0421 -0.3369
1, 3, 5, 8-10 8.4418 11.3973 -0.4551
1-2, 4, 6-7 7.9393 10.7118 -0.2021

Erhållna värden på MAE, RMSE och R2 för olika parametrar med Lasso Regression.

Tabell XXII
POLYNOMREGRESSION GRAD 2

Parametrar MAE RMSE R2-värde
1-2 8.0379 10.8862 -0.3320

1-3 8.2442 11.0683 -0.4021
1-4 8.2429 11.0695 -0.4225
1-5 8.3539 11.1998 -0.4495
1-6 8.6804 11.4807 -0.5993
1-7 10.2209 12.8889 -1.1547
1-8 9.6707 12.8586 -1.2121
1-9 10.4031 13.5736 -1.3543
1-10 10.4189 31.4468 -1.6040
1, 3, 5, 8-10 8.7420 11.6792 -0.5801
1-2, 4, 6-7 9.7304 12.4210 -0.9286

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 2.

Tabell XXIII
POLYNOMREGRESSION GRAD 3

Parametrar MAE RMSE R2-värde
1-2 7.7947 10.6018 -0.2220

1-3 8.1609 11.0948 -0.3275
1-4 8.6531 11.7176 -0.5327
1-5 11.9306 15.9642 -4.1476
1-6 20.0507 27.2345 -10.9525
1-7 15.9732 33.2345 -9.4072
1-8 23.4814 33.2328 -26.5165
1-9 31.6520 40.3202 -60.1774
1-10 35.6484 48.6291 -79.8809
1, 3, 5, 8-10 12.2917 17.6196 -4.4848
1-2, 4, 6-7 62.4712 18.2128 -2.9165

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 3.

Tabell XXIV
POLYNOMREGRESSION GRAD 4

Parametrar MAE RMSE R2-värde
1-2 7.8481 10.7842 -0.2437

1-3 11.9016 17.8102 -3.6714
1-4 12.1087 17.5247 -2.6862
1-5 12.6959 21.1760 -6.2695
1-6 17.1240 43.4072 -76.4574
1-7 23.8899 34.0807 -30.6652
1-8 34.5797 50.8651 -84.5264
1-9 33.7638 56.7505 -86.6699
1-10 33.5315 48.7814 -43.3026
1, 3, 5, 8-10 19.9231 40.9959 -30.7759
1-2, 4, 6-7 69.4139 98.8105 -339.5133

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 4.
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Tabell XXV
POLYNOMREGRESSION GRAD 5

Parametrar MAE RMSE R2-värde
1-2 8.0427 11.2875 -0.3141

1-3 9.3743 17.8372 -2.6113
1-4 12.7505 28.0569 -17.7051
1-5 14.6042 42.0120 -77.8739
1-6 15.6189 28.8058 -15.5911
1-7 32.0349 61.7424 -139.7147
1-8 33.6409 56.9890 -92.9121
1-9 34.5901 58.3850 -94.6763
1-10 47.3031 89.7354 -198.0690
1, 3, 5, 8-10 17.4420 27.1945 -9.5415
1-2, 4, 6-7 1864.4114 2431.7987 -365970.2821

Erhållna värden på MAE, RMSE och R2 för olika parametrar med polynomregression grad 5.
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